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摘� � � 要: 建立在统计学习理论和结构风险最小原则上的支持向量机在理论上保证了模型的最大泛化能

力,因此与建立在经验风险最小原则上的神经网络模型相比, 理论上更为完善。本文运用支持向量机建立时

间序列预测模型,研究影响模型预测精度的相关参数,在分析参数对时间序列预测精度的影响基础上, 提出用

遗传算法建立支持向量机预测模型的参数自适应优化算法。最后, 用太阳黑子数据和航空发动机油样光谱数

据进行了预测分析。算例表明了本文算法的正确性。
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Abstract: Support Vector Machine ( SVM ) is based on Stat ist ical Learning T heor y

( SLT) and Str uctural Risk Minimizat ion Pr inciple ( SRM ) , and theoret ically assures best

generalizat ion, therefo re, it is theor et ically bet ter than Art if icial Neural Netw ork ( ANN )

which is based on Empirical Risk M inim izat ion Principle ( ERM ) . In this paper, SVM was

used to establish t ime series forecast ing model, and on the basis o f analyzing the inf luence of

model parameters, a self�adaptiv e opt imizing algo rithm based on genet ic algo rithm w as put

for w ard. Finally, the sunspot data and the spectrometric oil data of some aero�engines w ere used
for preliminary analysis, and the results show the correctness and validity of the new method.
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� � 时间序列分析是系统辨识和建模型的有效工

具,在系统和系统的输入均未知的情况下,通过对

系统输出的时间序列进行分析和建模, 并在此基

础上实现时间序列的外推预测。通常的时间序列

分析方法是基于线性模型的 ARMA( n, m )法[ 1] ,

由于通常模型均具有不同程度的非线性特征, 特

别对于非线性更为突出的复杂系统, ARMA 模型

将产生较大的误差。由于神经网络能拟合任意的
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非线性函数并且具有一定的泛化能力, 因此目前

被广泛运用于时间序列预测
[ 2, 3]
。但是, 建立在

经验风险最小原则基础上的神经网络模型,由于

其泛化能力不能从理论上得到保证, 从而导致了

神经网络预测模型实际应用较为困难
[ 4]
。与之相

比,由 V. Vapnik创立的支持向量机[ 4] 建立在统

计学习理论和结构风险最小的基础上, 在理论上

充分保证了模型的泛化能力, 具有较大的优势,目

前已经广泛运用于时间序列分析和预测 [ 5, 6]。

但是,用于时间序列预测的支持向量机模型,本

身也有许多参数要进行选择,比如嵌入维数、损失函

数参数 �,惩罚因子C以及核函数的相关参数等。这

些参数在一定程度上对预测精度具有很大影响,且

目前尚无统一选择标准。本文建立支持向量机的时

间序列预测模型,在进行参数影响研究基础上,构造

基于遗传算法的模型参数自适应优化算法。

1 � 时间序列预测原理

混沌理论[ 7] 是研究非线性系统动力行为的新

方法,它的基本观点是:简单的非线性系统可以产

生简单的确定行为, 也可以产生不稳定但有界的

貌似随机的不确定现象,但这种随机不等同与统

计学中的随机, 本质上是复杂确定性系统产生的

行为。由于混沌对初始条件极端敏感, 这意味着

混沌动力学特性能够放大微小的差异, 导致宏观

尺度上完全不可预测的程度, 因此时间序列的长

期预测不可行, 只可能进行短期预测。

为了对非线性系统产生的时间序列进行预

测,需要研究非线性系统的运动规律,把握其运动

状态,这就要求从系统产生的时间序列中抽取动

力系统,重构相空间,最常用的方法是时延法。

设所研究的时间序列为{ x ( t ) } , t= 1, 2, �,

N ,则当前状态的信息可以表示成 m 维的延迟矢

量: x( t+ �)= f {x( t ) , x( t- �) , �, x( t- (m- 1)

�} , 式中, m为嵌入维数, �为时间延迟, 通常取为

采样间隔。T akens
[ 8]
已经证明: 假设动力系统的

维数为 d, 如果 m � 2d+ 1, 则这种映射产生的伪

相空间和系统的状态空间微分同胚,及拓扑等价,

他们的动力学特性定性意义上完全相同。

由此可见, 对时间序列的预测,关键在于根据

已知时间序列数据, 对非线性系统相空间的重构,

找出从 m维空间映射到一维空间的映射函数。

由于多步预测可以由单步预测迭代而成, 因

此不失一般性, 可以以单变量单步预测为例进行

研究。设一个单变量时间序列{ x 1 , x 2 , �} , 对它
进行预测的前提是认为其未来值与其前面的 m

个值之间有着某种函数关系, 可描述为:

x n+ k = F( x n , x n- 1 , �, x n- m+ 1) (1)

2 � 基于支持向量机的函数拟合

首先考虑线性回归问题, 对于给定的训练样

本( x i , y i ) , x i  R
d
, y i  R, i= 1, �, n线性回归的

目标就是求下列回归函数:

f (x) = < w, x > + b (2)

式中:w R
d
; b  R; < w,xi> 为w与xi 的内积,并且满

足结构风险最小化原理。对优化目标函数求极值:

Q(w) =
1
2

< w, w > + CR emp( f ) (3)

式中: C为惩罚因子,实现在经验风险和置信范围之

间的折中; Remp( f )为损失函数,常用的损失函数有二

次函数、Huber函数、Laplace函数和 �不敏感函数,

其中�不敏感函数可以确保对偶变量的稀疏性,同

时确保全局最小解的存在和可靠泛化界的优化。因

为这些较好的性质而得到广泛的应用,其定义为:

L�( d, y) =
| f (x) - y |- �, | f (x) - y | > �

0 其他

(4)

当引入 �不敏感函数时,式( 3)可写为:

Q(w) =
1
2

< w, w > + C
1
n !

n

i= 1

| y i - f (x i ) | �

(5)

显然, 当| y i- < w, x i> - b|  �( i= 1, 2, �, n) ,即

所有样本均落在由 f ( x)+ �和 f (x) - �组成的带

状区域内时,优化问题就变为:

m in 1
2

< w, w > (6)

s. t � y i + < w, xi > - b  �,
< w, xi > - y i + b  �

考虑到上述条件不能充分满足, 引入松弛因子  

� 0和,  * � 0则式( 6)的优化问题变为:

m in 1
2

< w, w > + C !
n

i= 1

( i +  *i ) (7)

s. t � y i - < w, x i > + b  �+  i ,

< w, x i > - y i + b  �+  *i

上述问题可以通过求解最大化二次型的参数 !i ,

!*i 而得到解决:

Q( !, !* ) = !
n

i = 1

y i ( !i - !*i ) - �!
n

i= 1

(!i + !*i ) -

1
2 !

n

i= 1, j= 1

( !i - !*i ) ( !j - !*j ) < x i , xj > (8)
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s. t � !
n

i= 1
(!i - !

*
i ) = 0, 0  !i  C,

i = 1, 2, �, n � 0  !*i  C, i = 1, 2, �, n

式中:求解出上述各参数 !i , !
*
i 后, 就可以利用:

b = - 1/ 2 !
n

i= 1

(!i - !*i ) ( < xi , x t > + < x i , x s > )

(9)

求得 b,其中, x s , x t 为任选的两个非支持向量。

这样就可得到拟合函数:

f ( !, !* , x) = !
n

i= 1
(!i - !*i ) < x, x i > + b

(10)

� � 用核函数 K (x i , xj )来替代内积运算, 实现由

低维空间到高维空间的映射, 从而使低维空间的

非线性问题转化为高维空间的线性问题。引入核

函数后,优化目标函数式( 8)变为如下形式:

Q( !, !
*

) = !
n

i = 1
y i (!i - !

*
i ) - �!

n

i = 1
( !i - !

*
i ) -

1
2 !

n

i= 1, j = 1
(!i - !

*
i ) ( !j - !

*
j ) K (x i , xj ) (11)

而相应的拟合函数式( 10)也变为:

f (!, !* , x) = !
n

i= 1

(!i- !*i ) K (x, x i ) + b

(12)

进行时间序列分析通常要建立自回归模型,它是

一个动态模型, 当前时刻的值与以前 n- 1个时刻

的值均有关系, 即需要建立输入向量 x t= { x t- 1 ,

x t- 2 , �, x t- p }与输出 { xt }之间建立一一映射关

系: f : R
P- R , 其中 p 为嵌入维数。根据以上思

想形成训练样本集:

X =

x 1 x2 � x n- p

x 2 x3 � x n- p+ 1

� � O �

xp x p+ 1 � xn- 1

, Y = xp+ 1 x p+ 2 � xn

(13)

利用公式( 13)建立时间序列预测模型为:

y t = !
n- p

i= 1
( !i - !

*
i ) k(x i , x t ) + b, t = p + 1, �, n

(14)

3 � 支持向量机预测模型参数对
� 时间序列预测精度的影响分析

3. 1 � 时间序列预测精度评价函数

在实际应用中, 对于实际测得的时间序列

{ x 1 , x 2 , �} ,可以利用其一部分数据来建模, 而用

另一部分数据来对所建模型进行验证,如果预测值

是实测值相差越少,显然模型越理想, 理想情况是

预测值与实测值相等,则达到完美预测。通常衡量

预测值与实测值差别的变量采用平均相对变动值

( Average Relative Variance: ARV)
[ 9]
,其定义为:

AR V = !
N

i= 1
[ x ( i ) - x̂ ( i) ]

2
/ !

N

i= 1
[ x ( i) - x

-
( i) ]

2

(15)

其中: N - 比较数据个数; x ( i ) - 实测数据值; x
-

- 实测数据平均值; x̂ ( i )- 预测值。显然, 平均相

对变动值 ARV越小,也表明预测效果越好, ARV

= 0表示达到了理想预测效果,当 ARV= 1时,表

明模型仅达到平均值的预测效果。

显然, 当 N 为整个时间序列的长度时, ARV

将综合反映了 SVM 预测模型对训练点和预测点

的拟合程度。

3. 2 � 评价神经网络预测精度的时间序列

为了分析神经网络结构对时间序列预测精度

的影响,需要选取标准的时间序列来进行实验。国

际上所采用的标准时间序列有很多, 其中太阳黑子

数据是最具有代表性的数据之一。本文选取 1700

至1987年的太阳黑子数据, 其中用前 1/ 5数据进

行 SVM 建模,用后4/ 5数据来对模型进行检验。

3. 3 � 支持向量机预测模型参数的分析

支持向量机是建立在统计学习坚实的理论基础

之上的,具有理论的完备性,但是在应用上,仍然存

在一些问题,典型的问题就是模型参数的选择,对预

测精度有重要影响的参数是:嵌入维数 p、损失函数

参数�,惩罚因子C,核函数及其参数的选取。

( 1)嵌入维数 p :关系到能否重构非线性系统

的相空间。对时间序列预测精度有重要影响。

( 2)损失函数的参数 �控制回归逼近误差管

道的大小,从而控制支持向量的个数和泛化能力,

其值越大,精度越低, 则支持向量越少。�的取值

范围一般为 0. 000 1~ 0. 1。

( 3)惩罚因子 C 用于控制模型复杂度和逼近

误差的折中, C 越大则对数据的拟合程度越高,但

泛化能力越差,一般为 1~ 1 000 000。

( 4)对不同的类型的核函数,所产生的支持向

量的个数变化不大, 但是核函数的相关参数,如对

于多项式核函数,其多项式次数(一般为 2~ 9) ;

对于径向基核函数, 其 ∀值(一般为 0. 1~ 3. 8) ,

对模型的预测精度有重要影响。本论文选定多项
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式核函数,对其次数 N p 进行优化研究。

因此,尽管支持向量机在理论上很完善, 但是

在具体使用中, 仍然存在模型参数的优化问题,目

前,也无统一的模型选取标准和理论。表 1~ 表 4

分别为同一时间序列在不同的模型参数下所得到

的预测精度比较:

表 1 � 惩罚因子 C对预测精度的影响

Table 1 � The influence of penalty factor C

on forecasting precision

惩罚

因子 C

损失函数

参数 �

多项式核函

数次数 Np

嵌入

维数 p

平均相对

变动值 ARV

1 0. 01 2 9 0. 2320

10 0. 01 2 9 0. 7341

100 0. 01 2 9 163. 32

1000 0. 01 2 9 17820

10000 0. 01 2 9 79785

表 2 � 损失函数参数 �对预测精度的影响

Table 2� The inf luence of loss function

parameter � on f orecasting precision

惩罚

因子 C

损失函数

参数 �

多项式核函

数次数 Np

嵌入

维数 p

平均相对

变动值 ARV

1 0. 1 2 9 0. 2040

1 0. 01 2 9 0. 2320

1 0. 001 2 9 0. 2450

1 0. 0001 2 9 0. 2451

1 0. 00001 2 9 0. 2450

表 3 � 多项式核函数次数 Np 对预测精度的影响

Table 3 � The inf luence of polynomial kernel

function order Np on forecasting precision

惩罚

因子 C

损失函数

参数�

多项式核函

数次数 Np

嵌入

维数 p

平均相对

变动值 ARV

1 0. 01 1 9 0. 2534

1 0. 01 2 9 0. 2320

1 0. 01 3 9 0. 4660

1 0. 01 4 9 0. 9147

1 0. 01 5 9 1. 5147

表 4 � 嵌入维数 p 对预测精度的影响

Table 4 � The influence of embedded

dimension p on forecasting precision

惩罚

因子 C

损失函数

参数�

多项式核函

数次数 Np

嵌入

维数 p

平均相对

变动值 ARV

1 0. 01 2 1 0. 5285

1 0. 01 2 3 0. 2165

1 0. 01 2 5 0. 3902

1 0. 01 2 7 0. 4134

1 0. 01 2 9 0. 2320

通过比较表 1至表 4, 可以看出:除损失函数

参数 e的影响相对较小外, 其他参数对预测结果

的影响均很大。图 1 为参数 C= 1, �= 0. 1, N p

= 2, p= 9时实测值与预测值的比较, 其中预测

误差 ARV= 0. 204 0, 为所有计算中预测效果最

好的。而图 2为参数 C= 1, �= 0. 01, N p= 5, p

= 9 时实测值与预测值的比较, 其中预测误差

ARV= 1. 514 7,为所有计算中预测效果较差的。

从图 1和图 2的比较, 不难看出支持向量机预测

模型参数对其预测精度的影响程度。

图 1� 参数 C= 1, �= 0. 1, N p= 2, p = 9 时实测值与预测值的比较

F ig . 1 � The comparison o f measured and for ecasted valued under C= 1, �= 0. 1, N p= 2, p= 9

图 2 � 参数 C= 1, �= 0. 01, N p = 5, p= 9 时实测值与预测值的比较

F ig . 2 � The compar ison of measured and for ecasted valued under C= 1, �= 0. 01, N p= 5, p = 9
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4 � 支持向量机预测模型参数优化
� � � � 的自适应算法

� � 通过上述分析发现,支持向量机模型预测精

度与惩罚因子 C、损失函数参数 �、多项式核函数

次数 N p 及嵌入维数 p 均存在一定的关系,为了

获取最佳预测性能的 SVM 模型, 需要得到最佳

的 C, �, N p 和 p 值。显然这是一个优化问题,如

果采取穷举的方式搜索最优值, 计算量将十分巨

大以至于无法实现。由于遗传算法[ 10] 具有隐含

的并行性和强大全局搜索能力, 可以在很短的时

间内搜索到全局最优点。

因此。本文利用遗传算法来进行 SVM 预测

模型的参数优化。首先, 对 SVM 预测模型惩罚

因子 C、损失函数参数 �、多项式核函数次数 N p

及嵌入维数 p 进行二进制编码,并随机产生初始

化种群。其次, 对种群中的各染色体解码, 获取

C, �, N p 及 p 值,运用一部分数据建立 SVM 预测

模型,计算所有数据的预测值与实测值的ARV 值,

从而得到各基因串的适应度。然后判断遗传算法

的停止准则是否满足,如果满足则停止计算, 输出

最优参数,否则,则执行选择、交叉和变异等操作以

产生新一代种群,并开始新一代的遗传。在本文

中,用达到给定的遗传代数作为计算的停止条件。

本文遗传算法中:交叉率和变异率分别为 0.

50和 0. 05。基因串(染色体)中 C, �, N p 和 p 值

均采用二进制编码, 其染色体结构如图 3 所示。

染色体中的排列顺序为 p , N p , C 及 e , 设它们的

位数分别为n1 , n2 , n3 及 n4 ,则染色体的长度为 n1

+ n2 + n3 + n4 ,搜索空间为 2n
1
+ n

2
+ n

3
+ n

4。

为了避免嵌入维数和多项式次数为 0, 规定

解码后, 加上 1 得到嵌入维数 p 和多项式次数

N p ,由于 C和�均为实数,对于 C, 通过计算 C=

10C 得到惩罚因子C ,对于 �,通过计算 �= 0. 1�得

到损失函数参数 �。

� � 由于实测值与预测值的平均相对变动值
ARV 充分反映了模型的预测精度, 因此,将遗传

算法的适应度函数取为 f = 1/ A RV。

图 3� 染色体结构

Fig . 3 � Chromosome st ruct ur e

下面列举两个算例以表明本文算法的有效

性:

( 1)算例一:太阳黑子数据

用前 20%的数据建模, 后 80%的数据验证。

遗传算法的计算参数为:交叉率和变异率分别为

0. 50和 0. 05。种群数为 10,进化代数为 10。参

数 p , N p , C 及 �的二进制编码长度分别为 n1 =

4、n2 = 2、n3= 2及 n4= 2。通过 10代遗传后得到

了最优的参数: p= 9, N p = 2, C= 1, �= 0. 01。最

优的适应度值为 9. 689 6,平均相对变动值 ARV

为 0. 232 0。图 4为该模型对太阳黑子数据的预

测值与实测值的比较。从图中可以看出其拟合程

度达到很好的拟合效果。

( 2)算例二:航空发动机油样光谱数据

为了进一步验证本文算法的有效性, 选取某

航空发动机的光谱分析数据作为算例, 光谱分析

仪器为美国 Bird 公司的原子发射光谱分析仪。

用该数据的前 50%建模,后 50%验证。遗传算法

的计算参数为: 交叉率和变异率分别为 0. 50和

0. 05。种群数为 30, 进化代数为 10。参数 p ,

N p , C 及�的二进制编码长度分别为n 1= 2, n2=

2, n3 = 2及 n4 = 2。通过 10代遗传后得到了最优

的参数: p = 4, N p = 1, C= 1, �= 0. 001。最优的

适应度值为3. 250 5,平均相对变动值 ARV为 0.

307 6。图 5 为该模型的预测值与实测值比较。

从图中可以看出其拟合程度也达到很好的拟合效

果。

图 4 � 自适应优化算法获取的最优 SVM 模型对太阳黑子数据的预测结果

Fig . 4 � The for ecasting result o f sunspo t data o f optimum SVM model obtained by self- adaptiv e A lg or ithm
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图 5 � 自适应优化算法获取的最优 SVM 模型对光谱油样数据的预测结果

F ig . 5� T he fo recasting result of Spect ral oil data o f optimum SVM model

obta ined by self- adapt ive A lg or ithm

图 6 � ARMA( 2, 0)模型对光谱油样数据的预测结果

F ig . 6 � The forecasting result of Spectromet ric o il data of ARM A( 2, 0) model

� � 为了与 ARMA 模型进行比较, 图 6 为建立

ARMA( 2, 0)模型,针对相同的光谱油样分析数

据,同样用前 50%建模, 后 50%进行外推预测得

到的实测值与预测值的比较结果。其实测值与预

测值的平均相对变动值 ARV 为 0. 367 8, 显然预

测效果较本文算法差。该比较结果在一定程度上

进一步验证了本文基于遗传算法的支持向量机预

测模型参数优化算法的有效性。

5 � 结 � 论

( 1)分析了运用支持向量机进行非线性预测

的优越性以及存在的问题;

( 2)提出了影响 SVM 预测能力的 4 个重要

参数- 嵌入维数 p、多项式核函数次数 N p、惩罚

因子 C 及损失函数参数 �。并对 4个参数进行了

预测精度影响分析;

( 3)本文用遗传算法构造了同时优化影响

SVM 预测精度的参数(嵌入维数 p、多项式核函

数次数 N p、惩罚因子 C 及损失函数参数�)的算

法,利用遗传算法自动获取最优的 SVM 预测模

型。最后用算例表明了本文算法的正确有效性。
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